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基于字符注意力的自然场景文本识别
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摘要:自然场景文本识别中采用固定大小的卷积核提取视觉特征,后仅进行 字 符 分 类 的 方 法,其
全局建模能力弱且忽视了文本语义建模的重要性,因此,本文提出一种基于字符注意力的自然场

景文本识别方法。首先构建不同于卷积网络的多级efficientSwinTransformer提 取 特 征,其 可 使

不同窗口的特征进行信息交互;其次设计了字符注意力模块(characterattentionmodule,CAM),使
网络专注于字符区域的特征,以提取识别度更高的视觉特征;并设计语义推理模块(semanticrea-
soningmodule,SRM),根据字符的上下文信息对文本序列进行建模,获得语义特征来纠正不易区

分或模糊的字符;最后融合视觉和语义特征,分类得到字符识别结果。实 验 结 果 表 明,在 规 则 文

本数据集IC13上识别准确率达到了95.2%,在不规则的弯曲文本数据集CUTE上达到了85.8%,
通过消融及对比实验证明了本文提出的方法可行。
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Abstract:Innaturalscenetextrecognition,afixedsizeconvolutionkernelisusedtoextractvisualfea-
tures,andthencharacterclassificationisperformed.Theglobalmodelingabilityofthismethodisweak
anditignorestheimportanceoftextsemanticmodeling.Therefore,thispaperproposesanaturalscene
textrecognitionmethodbasedoncharacterattention.Firstly,amulti-levelefficientSwinTransformer
networkisconstructedtoextractfeatures,whichisdifferentfromtheconvolutionalnetwork.Thisnet-
workcanmakethefeaturesofdifferentwindowsinteractwitheachother.Secondly,thecharacteratten-
tionmodule(CAM)isdesignedtomakethenetworkfocusonthefeaturesofthecharacterregion,soas
toextractthevisualfeatureswithhigherrecognitionability.Then,thesemanticreasoningmodule
(SRM)isdesignedtomodelthetextsequenceaccordingtothecontextinformationofcharacters.And
themodulecanobtainsemanticfeaturestocorrecttheindistinguishableorfuzzycharacters.Atlast,visu-
alandsemanticfeaturesarefusedtogettheresultsofcharacterrecognition.Theexperimentalresults
showthattherecognitionaccuracyinthispaperreaches95.2%ontheregulartextdatasetIC13and
85.8%ontheirregularcurvedtextdatasetCUTE.Thefeasibilityoftheproposedmethodisprovedby
ablativeandcomparativeexperiments.
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0 引 言

  随着生活越来越智能化,人类可以轻易地获

取文本图像,并且希望快速而简单地得到其中蕴

含的高层语义信息。比如,在自动驾驶领域需要

提取交通标识中的限速信息、街道信息、信号灯时

间;在票证识别领域需要提取身份编号、票据金额

等关键信息;在图像分类中需要根据图像中的信

息进行分类,用户根据关键字搜索得到相应的图

片等等,因此文本识别变得尤为重要。对于场景

单一、高质量的文本图像,采用传统的光学字符识

别方式非常有效,其往往需要手工设计特征,再进

行单字符的分割与识别。但在自然场景中,文本

字体、颜色、大小、方向不一,且不具有规则,甚至

图像 清 晰 度 低,传 统 方 法 已 不 能 达 到 较 高 的 识

别率。
目前对于自然场景文本识别主要采用深度学

习的方法,大体可划分为规则文本的识别以及不

规则的文本识别。识别规则文本的方法主要有基

于CTC(connectionisttemporalclassification)、序列

到 序 列 的 方 法[1-4]。2017年,文 献 [1]提 出 了

CRNN(convolutionrecurrentneuralnetwork)方

法:其通过卷积层提取特征,对字符分类,后经双

向长短期记忆 (bi-directionallongshorttermmem-
ory,BLSTM)网络转录识别。同年,文献[3]提出

了CNN(convolutionneuralnetwork)结合 CTC的

方式,使用层叠的CNN代替RNN,可并行计算并

降低了复杂度。对于不规则文本的识别方法主要

有:1)校正方法,即通过校正模块将不规则文本

转化为规则文本;2)分割方法,即先获取文本图

像中每个字符的位置信息,分割出单个字符视觉

特征,接着对特征进行分类识别出字符,最后将所

有的字符连接起来得到识别结果。2016年,文献

[5]提出了使用空间变换网络(spatialtransformer
networks,STN)将图像中不规则文本变换成水平

方的 文 本,然 后 以 规 则 文 本 的 方 式 进 行 处 理。
2019年文献[6]以及2021年文献[7]提出的方法

中,也使用薄板样条 插 值(thinplatespline,TPS)
将图像中不规则文本变换成水平方的文本。2021
年,文 献 [8]则 提 出 了 分 割 的 识 别 方 法 Mask
TextSpotter,其通过FasterR-CNN做候选框的回

归得到文本掩码,实现文本实例的分割。基于校

正的方法往往引起字符的扭曲变形,导致字符识

别错误;而基于分割的方法需要进行字符级的标

注,并且性能容易受到字符分割结果的影响,分割

错误会导致字符识别错误,甚至无法识别。如今,
越来越多的研究员采用基于注意力的方法识别不

规则文本避免校正和分割,2019年,文献[9]提出

2DAttention的方法通过多层Transformer提取二

维空间上的特征序列;2020年,文 献[10]提 出 的

DAN(decoupledattentionnetwork)方法使用了一

种解耦的注意力网络;2021年,文 献[11]提 出 的

ABINet(autonomous,bidirectionalanditerativenet-
work)方 法 以 及 文 献[12]提 出 的 CTC-Attention
方法使用了Transformer作为注意力。

在上述的识别方法中,规则的文本识别方法

对于不规则文本识别正确率低,而通过校正或者

分割的方法实现对不规则文本的识别,往往代价

较大,并且忽视了文本序列中字符与字符之间的

内在联系。针对以上问题,本文提出了一种基于

注意力机制的场景文本识别方法,是一种无需校

正或 分 割 的 方 法,通 过 搭 建 多 级 efficientSwin
Transformer网络提取丰富的全局特征,后经注意

力机制得到视觉特征;其次通过语义推理模块(se-
manticreasoningmodule,SRM)并结合字符上下文

信息,对文本序列进行建模得到语义特征;最后使

用特征融合单元融合不同模态的视觉特征和语义

特征,并分类得到最终的文本识别结果,有效地避

免了分割字符的缺陷,同时考虑到了字符与字符

之间的内在联系。

1 文本识别网络结构

  本文提出的文本识别网络结构如图1所示,主
要有3个部分:视觉模型(visualmodule),语义模型

图1 基于字符注意力的文本识别结构图

Fig.1 Thestructurediagramoftextrecognitionbasedoncharacterattention
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(semanticmodule)以及双特征融合单元(doublefea-
turesfusionunit,DFFU)。其中视觉模型由多级ef-
ficientSwinTransformer和字符注意力模块(char-
acterattentionmodule,CAM)组成。

1.1 视觉模型

1.1.1 多级efficientSwinTransformer
  单纯的文本识别,输入图像是裁剪过后的图像,
背景信息单一,且图中的每个字符来自于一个单词,
因此全局信息对于单个字符的识别有着相关性;此
外,普通3×3卷积或者空洞卷积(dilatedconvolu-
tion,DConv)的感受野都是固定大小的,无法实现远

距离跨区域的信息交互。同时考虑到输入图像尺寸

较小,多尺度的特征提取、融合操作反而容易丢失重

要的细节信息,因此对于全局特征F 的提取,本文选

择了具有远程信息交互的SwinTransformer[13]以及

具有通道信息交互的高效通道注意力机制(efficient
channelattention,ECA)[14],设 计 了 多 级efficient
SwinTransformer模块,如图2所示,Patchpartition
层将输入图片划分为 H/4×W/4个小块,每个小块

由4×4个像素组成,Linearembedding层将输入图

像的通道维度变成预先设置好的值即512,Swin
Transformerblock提取输入图像空间上的细粒度特

征;为了挖掘通道上的重要信息,在 SwinTrans-
formerblock之后以残差的方式嵌入ECA,使模型

重点关注某些通道特征。

图2 多级efficientSwinTransformer模块

Fig.2 Multi-levelefficientSwinTransformermodule

SwinTransformer是在Transformer的基础上

进行改进的,它对输入图像进行窗口划分,通过移动

窗口的方式,实现不同窗口区域间的远程信息交互,
因此它 不 仅 可 以 对 全 局 信 息 进 行 建 模,相 比 于

Transformer具有更强特征提取能力。SwinTrans-
former由层归一化(layernormalization,LN)、基于

窗口 的 多 头 自 注 意 力 (window-based multi-head
self-attention,W-MSA)、多 层 感 知 机 (multi-layer
perceptron,MLP)以及基于移动窗口多头自注意力

(shifted window-based multi-headself-attention,

SW-MSA)组成,结构如图2右侧所示。在W-MSA、

MLP 以及SW-MSA 模块前都添加了LN 模块,组
成4个小单元,每个小单元通过残差的方式连接。
对于输入特征数据X ∈RC×H×W ,其中C、H 和W 分

别表示为特征图的通道数、高度和宽度,从第i层到

第i+1层的计算式如下[12]:

  X̂i =W-MSA[LN X̂i-1  ]+Xi-1, (1)

  Xi =MLP[LN X̂i  ]+X̂i, (2)

  X̂i+1 =SW-MSA[LN Xi  ]+Xi, (3)

  Xi+1 =MLP[LN X̂i+1  ]+X̂i+1, (4)
式中,i表示层号,̂Xi、Xi 分别表示第i层 W-MSA、

MLP 输出的特征,̂Xi+1、Xi+1则分别表示第i+1层

SW-MSA、MLP 输出的特征。

1.1.2 CAM
  通过多级efficientSwinTransformer提取到的

全局特征F,具有与字符无关的背景信息,因此有必

要让网络模型将注意力聚焦在字符区域。此外,对
于字符识别需要从全局特征F 映射得到字符特征序

列,再进行分类从而识别出字符,如图3所示,L为预

测的文本序列最大长度。

图3 特征图映射示意图

Fig.3 Schematicdiagramoffeaturemapping

通常的做法是采用自注意力机制[15],它是机器

翻译使用的一种基于查询的注意力机制,能很好地

解决文本序列的预测问题,因此本文在自注意力机

制的基础上针对文本识别进行了改进,设计了CAM
让网络模型关注的焦点置于字符区域,从而提升模

型的识别准确率。如图4所示,CAM由V、Q、K3个

分支组成,V 由全局特征F 线性变换得到。考虑到

文本特征本身就是位置相关的,通过位置编码得到

·0611·                 光 电 子 · 激 光 2023年 第34卷



Q,可以让模型利用特征图中的位置信息,并且在不

同文本中字符与字符的间距不同,位置编码后经过

线性变换可增加模型的泛化能力。考虑到字符形状

是不规 则 的,而 可 变 形 卷 积(deformableconvolu-
tion)[16]的感受野是个多边形,以残差的方式嵌入使

得模型一定程度上可以根据字符的形状过滤不相关

的背景特征;此外,由于输入图像中字符所占区域较

大,所 以 在 Unet[12-17]网 络 中 使 用 空 洞 率 为2的

DConv替代普通卷积以扩大感受野,在编码解码部

分使用1×1卷积,形成DUnet(dilatedUnet)网络,
如图4右侧所示。使用语义分割中的 Unet网络可

以较好地处理字符区域与非字符区域之间的分界,
因此,K 由全局特征F 依次经过一个可变形卷积、

DUnet网络得到。

图4 字符注意力模块结构图

Fig.4 Thestructurediagramofcharacterattentionmodule

 假设p̂k ∈ {-1,-1  ,-1,0  ,-1,1  ,…,

1,1  }表示3×3可变形卷积核,K =9,x p̂  、

y p̂  分别表示输入特征F 在位置p̂ 的值、卷积映射

后的值,则有[16]:

  DConv[x p̂  ]=y p̂  =∑
K

k=1
wk·

x p̂+p̂k+Δ̂pk  ·Δmk,(5)
式中,Δ̂pk 、Δmk 分别是第k个位置的可学习的偏移

量和调制标量,且Δmk ∈ 0,1  。
位置编码矩阵P 的定义为[15]:

  P pos,di  =

  
sinpos/100002k/d  if di =2k 
cospos/100002k/d  if di =2k+1 , (6)

式中,pos为字符在文本序列中的位置,di 为字符向

量的位置,2k表示偶数,2k+1表示奇数。
骨干网络提取到的全局特征为F∈RC×H×W ,则

可得到V、Q、K:

  V F  =FWv, (7)

  Q=PWp, (8)

  K F  =DUnet[DConvF  +F], (9)
式中,Wv、Wp 是 学 习 到 的 线 性 变 换 矩 阵,DUnet
·  为DUnet网络,DConv ·  为可变形卷积。

若Q、K 相乘的结果过大,经过softmax函数后,
训练时网络梯度将非常小,不利于反向传播,因此对

其进行了尺度化操作,最终视觉特征Fv 由公式(10)
计算得到:

  Fv=softmax
QKT

dl  V, (10)

式中,dl 为字符向量的长度。

1.2 SRM
  通常人类对于句中不认识的单词,往往会考虑

上下文信息进行猜测;对于缺省字符的单词往往会

根据其前后的字符进行猜测。例如“instance”,当缺

省字符“a”时,即“inst_nce”,人类可通过上文信息

“inst”以及下文信息“nce”很容易地猜测出缺省的字

符“a”,最后预测出单词“instance”。
基于 人 类 对 文 本 预 测 的 模 式,本 文 加 入 了

SRM[12]对文本序列中的字符相关性进行建模,其结

构如图5所示。

  根据字符预测顺序设置L×L 大小的字符掩码

矩阵Mmask:

  Mmask[i,j]=
0,ifi≠j
-∞,ifi=j ,

i,j∈ 1,L  。 (11)

  视觉特征Fv∈RC×H×W ,经过Linear和softmax
操作求得字符的概率特征Fp,将Fp 和 Mmask作为多

头 自 注 意 力 的 输 入,得 到 特 征 Fm,后 经 过

Add&normalize层、Feedforward层、Linear&softmax

·1611·第11期 熊 炜等:基于字符注意力的自然场景文本识别                 



层得到语义特征Fs,其中Fp、Fm 的计算如下:

  Fp =softmax FvW1  , (12)

  Fm Fp,Mmask  =

  softmax Q FpW2  T

d
+Mmask

􀭠
􀭡

􀪁
􀪁 􀭤

􀭥

􀪁
􀪁 FpW3, (13)

式中,Wn ∈RC×H×W (n∈ {1,2,3})为训练得到的变

换 矩阵,式(13)中d为多头自注意力的维度。当模

型预测第i个字符时,i与j 相等,此时的掩码矩阵

Mmask在(i,j)处为负无穷大,在式(13)中经过soft-
max函数,最终计算出的权重系数为0,即忽略该字

符本身信息,预测结果完全由其他字符的信息得到,
避免了该字符信息对预测结果的干扰,提升了模型

的预测能力;依次预测每个位置的字符,即可得到具

有语义信息的字符特征Fs。

图5 语义推理模块

Fig.5 Semanticreasoningmodule

1.3 DFFU
  视觉特征Fv 以及语义特征Fs 都是描述字符的

特征,但两者却是不同的模态,视觉特征Fv 是根据

原始图像提取到的特征,语义特征Fs 则是通过视觉

特征Fv 转化为字符概率推理预测得到的特征。两

者都对文本识别结果有影响,为此设计了基于门控

神经网络[18]的DFFU,用来平衡两种不同模态的特

征数据组合。其结构如图6所示,对视觉特征Fv、语
义特征Fs 进行拼接操作,sigmod函数计算各特征的

贡献比重。

图6 双特征融合单元

Fig.6 Doublefeaturefusionunit

融合后的特征Ff的表达式为:

Ff=FvW4α+FsW5 1-α  , (14)

  α=σ{FvW4,FsW5  }, (15)
式中,W4、W5 是训练时需要学习的参数,权重系数α

由式(14)计算得到,·,·  表示拼接操作,σ为sig-
moid函数。

1.4 损失函数

  本文在训练模型时使用的损失函数L 由3部分

构成:Lv、Ls、Lf,三者按一定的权重求和作为整个

模型的损失函数。

  损失函数L的计算式为:

L=λvLv+λsLs+λfLf, (16)
式中,Lv、Ls、Lf分别表示在视觉模型、语义模型、
特征融合过程的损失。

Lv、Ls、Lf均采用交叉熵损失函数表示,如式

(17)所示:

  Lloss=-1L∑
L

i=1
logp gi|I  , (17)

式中,p gi|I  表示将输入图像I 中第i个字符预

测为真实标签中字符gi 的概率。

2 实验与分析

2.1 实验数据集

  本文选择 MJSynth(MJ)、SynthText(ST)两个

数据集来训练模型,以及采用6个规则文本数据集

和不规则文本数据集来验证模型性能。MJ数据集

有890万张训练图片,而ST有700万张训练图片。
规则文本数据集的文本识别相对简单,有IIIT5k、

SVT、IC13数据集,IIIT5k共有3000张经过裁剪后

规则的测试图像,SVT是谷歌从街景图像中裁剪而

来的,共有647张图像;IC13裁剪于ICDAR2013数

据集,共有1095张图像。而不规则文本数据集往往

背景复杂、分辨率低、噪声干扰多,因此识别难度大,
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数据集有IC15、SVTP、CUTE。IC15使用谷歌眼镜

拍摄,图像拍摄位置、对焦随意,共有1811张图像;

SVTP是谷歌从街景图像中裁剪而来,许多图像都发

生了畸变,有639张图像;CUTE有288张测试图

像,是一个弯曲文本的图像数据集。

2.2 实验细节

  本文实验所使用的软件平台为Ubuntu18.04以

及Pytorch深度学习框架,使用的显卡为含有8G内

存的NVIDIARTX3070。通过旋转、仿射、透视数

据增强技术对图像进行增强,并将输入图像直接缩

放到32×128大小。选择Adam算法作为网络模型

的优化器,将初始动量设为0.9,训练时参数batch
size的值为50,模型的初始学习率为0.0001,损失函

数中的权重系数λv、λs、λf均设置为1。

2.3 评估指标

  本文在测试时将词准确率作为主要评价指标,
部分实验使用字符准确率。词准确率将整个单词作

为评价依据,其要求整个单词中的字符及个数都预

测正确,并且预测序列顺序与单词字符顺序相一致,
词准确率为预测准确的单词数与总单词数之比;而
字符准确率是指预测准确的字符数与预测的总的字

符数之比,公式表示为:

Accuracy = n
N
, (18)

式中,N 表示需要识别的单词或字符总数,n表示模

型正确识别出单词或字符的数量。

2.4 消融实验

2.4.1 多级efficientSwinTransformer
  本文实验训练数据以及验证数据来自不同的数

据集,因此在6个不同的测试集中进行了验证。
为了探究efficientSwinTransformer层数n对

模型性能的影响,设置了层数n为4、6、8、10的消融

实验,实验结果如图7所示,图中,Avg表示平均准

确率。当n为4时,规则文本数据集的平均识别准确

率为84.6%,不规则文本的为64.7%;当n增大到8
时,相比于前者分别提升了6.3%、13.6%;而增加到

10时,模型的识别准确率却有所下降,说明了effi-
cientSwinTransformer层数n太小或太大,模型对

文本的识别性能都无法达到最好的结果,层数少提

取的特征不够丰富,识别准确率低,层数过多则不同

区域交互的特征信息过多而引起模型过拟合,泛化

能力下降。
图8是骨干网络的消融实验,可以得知本文提

出的多级efficientSwinTransformer性能优于Res-

net45,同时也表明骨干网络中嵌入ECA也可以提升

模型性能,在不规则文本数据集上有0.3%的性能

提升。

图7 EfficientSwinTransform层数n的消融实验

Fig.7 Ablationexperimentonthevariousnumbers
ofefficientSwinTransformer

图8 骨干网络的消融实验

Fig.8 Ablationexperimentofbackbonenetwork

2.4.2 DFFU
  于 特 征 融 合 而 言,通 常 采 用 的 方 法 有 相 加

(add)、相乘(multiply)、拼接(concatenate),因此本

文对采用不同的特征融合方式进行了对比,实验结

果如表1所示。可见本文的特征融合方式在IC13、

SVT、IC15、SVTP数据上识别准确率相比于其他方

法达到了最优,在规则文本数据集上比相加、相乘、
拼接方法分别提升了0.8%、0.1%、0.5%。说明了

本文采用的特征融合方式比其他3种方法更有效。

2.4.3 CAM
  为了验证本文对自注意力机制改进方式的有效

性,针对自注意力 K、Q、V 的不同操作做了消融实

验。表2为实验结果,表中,Linear表示线性映射,

PE(positionalencoding)表示位置编码,Unet表示普
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通卷 积 的 UNet,DDUnet(deformableanddilated
Unet)表示本文设计的含有可变形卷积、DConv的

Unet。未对自注意力机制进行改进时,即实验1,规
则文本识别平均正确率为91.7%,不规则文本为

79.6%。实 验2在 引 入 位 置 编 码 后,分 别 提 升 了

1.4%、2.4%,表明了计算注意力权重时,嵌入位置

信息对识别性能有提高。实验2、3、4表明引入Unet

结构、可变形卷积和采用DConv增加感受野可以增

大模型的识别准确率,尤其是不规则文本可以获得

更好的性能。考虑到对V 进行DDUnet操作与增大

efficientSwinTransformer层数一样,增加了模型的

深度,根据前面消融实验得知:层数的增加会降低模

型性能,而 Q 是位置编码,因此没有对V、Q 进行

DDU-net操作的消融实验。

表1 不同特征融合方式的对比

Tab.1 Comparisonofdifferentfeaturefusionmethod

Fusionmethod
Regulartext/%

IC13 SVT IIIT5K Avg
Irregulartext/%

IC15 SVTP CUTE Avg
Add 93.1 88.4 91.1 90.9 74.8 78.8 81.3 78.3
Multiply 94.0 89.0 91.8 91.6 76.5 78.1 81.9 78.9
Concatenate 94.2 88.9 90.7 91.2 76.5 77.8 81.3 78.5

DFFU 94.3 89.2 91.7 91.7 77.0 80.3 81.6 79.6

表2 字符注意力的消融实验

Tab.2 Ablationexperimentofcharacterattention

ID K Q V
Regulartext/% Irregulartext/%

IC13 SVTIIIT5K Avg IC15 SVTPCUTE Avg
1 Linear Linear Linear 94.3 89.2 91.7 91.7 77.0 80.3 81.6 79.6
2 Linear Linear+PE Linear 94.5 91.9 92.8 93.1 79.6 82.2 84.2 82.0
3 Unet Linear+PE Linear 94.6 91.7 93.1 93.1 80.0 82.5 85.4 82.6
4 DDUnet Linear+PE Linear 95.2 91.3 93.9 93.5 80.3 85.4 85.8 83.8

  图9为本文注意力机制消融实验的可视化图,
(1)—(4)分别是表4中实验1—4,由图中(1)可见,
采用自注意力机制,模型预测每个字符其关注的焦

点较为稀疏,可以解释为自注意力的3个输入来自

于同一特征,不含有位置信息,对特征的关注度较为

分散[14]。而采用位置编码,则是更多地关注于每个

字符所在位置的特征,如图中(2)所示。图中(4)相
比于(2)、(3),模型关注的范围更大,基本可以覆盖

整个字符,并且不会将注意力放到其他字符上。说

明了本文改进后的自注意力扩大了模型对字符的位

置注意范围,可以得到更准确、更完整的字符特征,
利于字符的识别。

图9 注意力消融实验可视化图

Fig.9 Visualizationofattentionablationexperiment

  图10是本文设计的字符注意力对来自不同数

据集图像的注意力可视化,可以发现,无论是对背景

复杂、字符尺度不一、密集文本、模糊文本、弯曲文本

图像都可以准确地关注到字符所在的位置。因此,
识别准确率、注意力可视化图都说明了改进后的注

意力机制具有良好的效果。

图10 不同数据集的注意力可视化

Fig.10 Visualizationofattentionindifferentdatasets

2.4.4 SRM
  最后为了探究SRM的有效性进行了消融实验,
从字符识别的准确率和单词的准确率方面进行了比

较,实验结果如表3、表4所示,Baseline表示本文的
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多级efficientSwinTransformer和字符注意力。可

见,模型加入SRM 后,对不规则文本数据集的字符

识别准确率提升了1.0%,对单词的识别准确率提升

了3.1%,而模型本身对规则文本字符识别的准确率

较高,无法发挥出SRM 的推理优势,因此在规则文

本数据集上提升较低。总体上看,SRM的引入,提升

了单个字符的识别准确率,从而提升了整个文本的

识别准确率,尤其是提高了不规则文本的准确率。

表3 语义建模对字符准确性的消融实验

Tab.3 Ablationexperimentofsemanticmodelingoncharacteraccuracy

Model
Regulartext/%

IC13 SVT IIIT5K Avg
Irregulartext/%

IC15 SVTP CUTE Avg
Baseline 97.8 95.6 96.4 96.6 89.4 89.9 89.1 89.5

Baseline+SRM 97.7 95.5 96.8 96.7 90.9 91.2 89.3 90.5

表4 语义建模对词准确性的消融实验

Tab.4 Ablationexperimentofsemanticmodelingonwordaccuracy

Model
Regulartext/%

IC13 SVT IIIT5K Avg
Irregulartext/%

IC15 SVTP CUTE Avg
Baseline 94.2 90.3 93.4 92.6 77.4 81.6 83.0 80.7

Baseline+SRM 95.2 91.3 93.9 93.5 80.3 85.4 85.8 83.8

2.5 对比实验

  除了消融实验,本文与将近些年其他的自然场

景文本识别方法进行了对比,如表5所示。

  由表中的数据可知,本文识别方法在规则文本

数据集SVT、不规则文本数据集IC15、SVTP上均优

于其他方法,识别准确率在SVT、IC15、SVTP上分

别达到了91.3%、80.3%、85.4%。在IC13数据集

上虽然比 MaskTextSpotter方法略低于0.1%,对
规则文本的识别优势并不明显,但在不规则文本数

据 上 平 均 准 确 率 比 MaskTextSpotter高 出 了

1.4%。从平均准确率上看,本文提出的识别方法在

规则和不规则文本数据集上,识别准确率相比于文

中列出的大多数方法都要高,约为1%,可以说明本

文方法具有不错的效果。

表5 不同文本识别模型的对比

Tab.5 Comparisonofdifferenttextrecognitionmodels

Model
Regulartext/% Irregulartext/%

IC13 SVT IIIT5K Avg IC15 SVTP CUTE Avg
CRNN[1] 89.2 81.6 82.9 84.6 64.2 70.0 65.5 66.6
ASTER[6] 91.8 89.5 93.4 91.6 76.1 78.5 79.5 78.0

2DAttention[9] 92.7 90.1 94.0 92.3 76.3 82.3 86.8 81.8
MaskTextSpotter[8] 95.3 90.6 93.9 93.3 77.3 82.2 87.8 82.4

SEED[19] 92.8 89.6 93.8 92.1 80.0 81.4 83.6 81.7
Textscanner[20] 92.9 90.1 93.9 92.3 79.4 84.3 83.3 82.3
DAN[10] 93.9 89.2 94.3 92.5 74.5 80.0 84.4 79.6

RobustScanner[21] 94.5 88.1 95.3 92.6 77.1 79.5 90.3 82.3
SAR[22] 91.0 84.5 91.5 89.0 69.2 76.4 83.3 76.3
Ours 95.2 91.3 93.9 93.5 80.3 85.4 85.8 83.8

3 结 论

  本文提出了一种无需校正、分割的自然场景文

本识别方法,首先构建多级efficientSwinTrans-
former,通过对输入图像进行窗口划分,使得不同窗

口之间的特征可以实现空间上的信息交互,并且嵌

入通道注意力突出某些重要通道的特征;接着设计

了基于自注意力的CAM 使得网络将关注的焦点置

于特征图的文本区域,提取文本区域的视觉特征;然
后使用SRM对文本序列建模,并得到语义特征;最
后通过DFFU权衡视觉特征和语义特征贡献比重进

行融合,经分类、转录得到最终的识别结果。通过在
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6个不同的数据集上进行消融实验和对比实验,证明

了本方法对规则和不规则文本识别的有效性。在将

来研究中,将进一步探索新的文本位置注意力方法,
使得网络提取更加完整的文本特征;此外,本文针对

的是从左到右的一种文本行识别方法,而现实生活

中还存在着从上到下的文本列,因此这也是将来需

要考虑的问题。
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